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	ABSTRAK
Indonesia memiliki keanekaragaman hayati yang sangat luas, termasuk tanaman herbal yang telah digunakan secara turun-temurun sebagai bahan obat tradisional. Namun, banyaknya jenis tanaman herbal yang memiliki kemiripan bentuk, warna, dan tekstur seringkali menyulitkan masyarakat dalam mengidentifikasinya secara akurat. Untuk mengatasi tantangan ini, penelitian ini mengembangkan sistem identifikasi tanaman herbal berbasis citra visual menggunakan model Vision Transformer (ViT), sebuah pendekatan kecerdasan buatan yang mampu memahami pola visual secara lebih efektif dibandingkan metode konvensional. Penelitian ini melalui beberapa tahapan, termasuk pengumpulan dataset citra tanaman herbal dari platform publik, preprocessing data dan penyesuaian dimensi gambar, serta pelatihan model ViT. Model ini dievaluasi menggunakan metrik seperti akurasi, presisi, recall, dan F1-score untuk memastikan performa yang optimal. Hasil menunjukkan bahwa model ViT mampu mengidentifikasi tanaman herbal dengan akurasi mencapai 92% dan performa metrik evaluasi lainnya yang konsisten. Sistem ini juga diimplementasikan ke dalam bentuk web, sehingga membantu pengguna dalam mengenali tanaman herbal secara cepat dan akurat.
ABSTRACT 
Indonesia has vast biodiversity, including herbal plants that have been used for generations as traditional medicinal ingredients. However, the many types of herbal plants that have similar shapes, colors, and textures often make it difficult for people to identify them accurately. To overcome this challenge, this research develops a visual image-based herbal plant identification system using the Vision Transformer (ViT) model, an artificial intelligence approach that is able to understand visual patterns more effectively than conventional methods. This research went through several stages, including the collection of herbal plant image datasets from public platforms, data preprocessing and image dimension adjustment, and training of the ViT model. The model was evaluated using metrics such as accuracy, precision, recall, and F1-score to ensure optimal performance. The results show that the ViT model is able to identify herbal plants with an accuracy of 92% and consistent performance of other evaluation metrics. This system is also implemented into the web, thus helping users in recognizing herbal plants quickly and accurately.
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PENDAHULUAN 
Indonesia merupakan negara yang memiliki keanekaragaman sumber daya alam. Dimana terdapat 38.000 jenis tanaman, dan 2.039 termasuk tanaman herbal(Sains dkk., 2024). Tanaman herbal merupakan tumbuhan yang memiliki manfaat kesehatan dan telah digunakan secara turun-temurun oleh masyarakat sebagai bahan dasar pengobatan tradisional, contoh tanaman herbal mulai dari jenis rimpang, batang maupun jenis herbal lainnya (Santoso & Akrom, 2024).  Banyaknya jenis tanaman obat membuat masyarakat menjadi kesulitan dalam membedakannya. Kurangnya pengetahuan masyarakat tersebut, menjadi tantangan khusus mengingat banyaknya jenis tanaman herbal yang memiliki kemiripan bentuk, warna, dan tekstur (Arisanti & Yamasari, 2021).  Oleh karena itu, diperlukan sistem khusus yang dapat mengenali tanaman herbal. Identifikasi tanaman herbal akan dilakukan dengan menganalisis gambar tanaman menggunakan teknologi berbasis kecerdasan buatan untuk memberikan solusi yang lebih efisien dibandingkan metode manual.

Deep Learning adalah cabang ilmu komputer yang memanfaatkan jaringan saraf tiruan untuk mempelajari data dan menyelesaikan berbagai tugas, seperti klasifikasi gambar. Vision Transformer (ViT) merupakan pendekatan inovatif dalam pengolahan citra yang juga menggunakan jaringan syaraf tiruan(Febriyanto & Syofian, 2024). Vision Transformer (ViT) merupakan model berbasis transformer yang yang dapat mengklasifikasi berbagai macam citra, seperti yang dilakukan oleh Tri Febriyanto dkk (2024) telah melakukan klasifikasi penyakit daun padi dengan hasil yang baik, kemudian Muhammad Rifqi (2024) yang melakukan klasifikasi penyakit daun kopi, dengan hasil akurasi yang tinggi (Febriyanto & Syofian, 2024)
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Hasil dari penelitian ini diharapkan dapat menunjukkan model Vision Transformer menjadi solusi efektif dalam mengidentifikasi tanaman herbal Indonesia. Sistem yang dihasilkan diharapkan tidak hanya akurat tetapi juga efisien, sehingga mampu memberikan informasi yang bermanfaat tentang tanaman herbal disekitar. Dengan bantuan sistem berbasis Vision Transformer, masyarakat dapat lebih mudah mengenali dan membedakan berbagai jenis tanaman herbal secara cepat dan tepat. Sistem ini akan di deploy ke website, sehingga pengguna dapat dengan mudah mengidentifikasi jenis tanaman herbal beserta manfaatnya secara interaktif dan informatif.

LANDASAN TEORI
Deep Learning
Deep Learning adalah cabang dari Machine Learning yang menggunakan jaringan syaraf tiruan untuk menangani masalah dengan dataset berskala besar. Teknologi ini terus berkembang dan banyak digunakan oleh peneliti maupun industri untuk menyelesaikan berbagai tantangan pada data besar, seperti Computer Vision, Speech Recognition, dan Natural Language Processing (Rifqi, 2024). Teknologi ini semakin populer dalam beberapa tahun terakhir karena kemampuannya dalam membuat prediksi, menganalisis data dalam jumlah besar, dan menghasilkan wawasan yang sebelumnya sulit didapatkan (Kish, 2018). 
Salah satu keunggulan deep learning adalah kemampuannya dalam memproses data yang tidak terstruktur, seperti gambar, suara, dan teks. Model-model deep learning dapat mengidentifikasi pola-pola kompleks yang sulit diungkap oleh metode tradisional. Sebagai contoh, dalam bidang Computer Vision, Vision Transformer (ViT) dalam penelitian Dosovitskiy et al.(2020) telah menunjukkan performa yang sangat baik dalam tugas klasifikasi gambar, bahkan melampaui model tradisional seperti CNN (Dosovitskiy dkk., 2021).
Vision Transformer (ViT)
Vision Transformer (ViT) adalah arsitektur deep learning berbasis transformer yang dirancang untuk tugas-tugas penglihatan komputer, seperti klasifikasi gambar, segmentasi, dan deteksi objek. Pertama kali diperkenalkan oleh Dosovitskiy et al. pada tahun 2020, ViT memproses gambar dengan membaginya menjadi patch kecil yang diperlakukan sebagai token input, mirip dengan teks dalam NLP. Setiap patch  diberi embedding posisi untuk mempertahankan informasi spasial, lalu diproses melalui self-attention yang memungkinkan pemahaman hubungan global dalam data visual. Berbeda dari CNN, ViT tidak mengandalkan bias induktif lokal, menjadikannya lebih fleksibel untuk belajar dari data skala besar. Namun, ViT juga membutuhkan dataset besar untuk pelatihan agar menghindari overfitting dan memaksimalkan performa(Dosovitskiy dkk., 2021). Arsitektur Vision Transformer (ViT) terinspirasi dari Transformer, yang merupakan state-of-the-art (SOTA) dalam pemrosesan bahasa alami. Vision Transformer terdiri dari beberapa tahapan utama, yaitu patch embeddings, multi-head attention, dan multi-layer perceptron(Figo dkk., 2023).
Patch Embeddings 
Langkah pertama dalam Vision Transformer (ViT) adalah membagi gambar input menjadi potongan-potongan kecil atau patch dengan ukuran yang sama. Gambar input, yang memiliki dimensi tinggi, lebar, dan jumlah saluran (RGB), dibagi menjadi sejumlah patch. Setiap patch kemudian diratakan menjadi vektor 1-D, yang disebut flattened patches. Setelah itu, vektor-vektor ini diproyeksikan ke dalam dimensi yang lebih tinggi menggunakan matriks embedding atau proyeksi linier yang dapat dilatih(Pangestu dkk., 2024).  Hasil dari proyeksi ini disebut patch embeddings. Selain itu, untuk menjaga informasi posisis, position embedding juga ditambahkan ke dalam matriks gabungan yang berisi class embedding, sehingga menghasilkan patch embeddings. 
Layer Normalization
Proses pelatihan rsitektur deep learning umumnya memerlukan banyak sumber daya komputasi, sehingga diperlukan metode untuk mengurangi konsumsi daya dan waktu yang dibutuhkan dalam menyelesaikan pelatihan. Layer normalization membantu mengurangi penggunaan sumber daya dan waktu pelatihan dengan menyesuaikan nilai input menggunakan rata-rata dan standar deviasi. Ketika nilai input semakin mendekati rata-rata dan standar deviasi, nilai tersebut akan semakin mendekati 0(Figo dkk., 2023). 
Multi-Head Attention
Pada lapisan ini, proses attention dilakukan untuk mengekstrak informasi jangka panjang yang berguna dari vektor masukan. Multi Head Attention beroprasi dengan menduplikasi vektor masukan menjadi query, key, dan value. Selanjutnya, query, key, dan value tersebut akan diproses menggunakan scaled dot product. Proses ini dilakukan sesuai dengan jumlah head yang ada, dan hasilnya akan digabungkan (concatenate) dan dikompresi menjadi ukuran vektor yanng telah ditentukan(Figo dkk., 2023).
Multi Layer Perceptron
Multi Layer Perceptron (MLP) adalah jenis model jaringan saraf tiruan yang terinspirasi oleh cara kerja sistem saraf manusia. MLP terdiri dari tiga bagian utama, yaitu lapisan input, lapisan tersembunyi, dan lapisan output. Seperti halnya sistem saraf manusi, MLP memiliki neuron yang dilengkapi dengan bobot. Setiap neuron ini memiliki fungsi aktivasi non-linear, kecuali untuk lapisan input(Figo dkk., 2023).
Gaussian Error Linear Units
GELU adalah jenis fungsi aktivasi non-linear. Ketika dibandingkan dengan fungsi aktivasi lain seperti ReLU dan ELU, GELU menunjukkan peningkatan performa dalam berbagai bidang, termasuk visi komputer, pemrosesan bahasa alami, dan pengolah suara(Figo dkk., 2023). Fungsi ini sering digunakan dalam arsitektur Transformer.
Confusion Matrix
Confusion Matrix merupakan salah satu metode yang digunakan untuk mengukur performa dan akurasi dari suatu model. Untuk menilai seberapa baik sistem bekerja, kita dapat merujuk pada nilai dari confusion matrix yang dirancang untuk menganalisis tingkat akurasi, presisi, recall, dan f1-score. Nilai True Positive (TP) menggambarkan data yang benar-benar positif dan berhasil diprediksi sebagai positif oleh model, sedangkan True Negative (TN) menunjukkan data negatif yang juga berhasil diprediksi sebagai negatif. Sementara itu, False Positive (FP) adalah data negatif yang secara keliru diklasifikasikan sebagai positif(Area, 2024).
Klasifikasi
Klasifikasi merupakan pengelompokan objek ke dalam kelas tertentu berdasarkan kelompoknya yang biasanya disebut dengan kelas, klasifikasi adalah suatu pekerjaan menilai objek data untuk memasukkannya ke dalam kelas tertentu dari sejumlah kelas yang tersedia (Putro dkk., 2020). Klasifikasi adalah suatu proses untuk mengembangkan model atau fungsi yang dapat menjelaskan dan membedakan data ke dalam kelas tertentu. 
Tujuan utamanya adalah untuk menggunakan model tersebut guna menentukan kelas dari objek yang belum diketahui kelasnya. Terdapat dua proses dalam klasifikasi, yaitu proses pelatihan, yang melibatkan pembangunan model menggunakan data pelatihan, dan proses pengujian, yang melakukan pengujian terhadap data uji menggunakan model yang telah dikembangkan pada tahap pelatihan(Azizah, 2023).
Selain itu klasifikasi dapat digunakan untuk mengidentifikasi objek seperti dalam penelitian Budi Sugandi dkk, (2019), klasifikasi digunakan untuk mengidentifikasi objek dengan pemanfaatan fitur-fitur visual seperti warna, bentuk, dan dimensi. Proses klasifikasi ini bertujuan untuk membedakan objek ke dalam kategori yang sesuai berdasarkan ciri-ciri spesifik yang dapat diekstraksi dari citra objek. Teknik klasifikasi yang digunakan memungkinkan untuk mengenali objek dengan akurasi tinggi, meskipun objek tersebut memiliki variasi dalam bentuk atau ukuran(Sugandi dkk., 2019). 
Tanaman Herbal
Tanaman herbal merupakan tumbuhan yang telah dikenali dan dikaji berdasarkan pengamatan manusia, mengandung senyawa yang bermanfaat untuk mencegah dan mengobati penyakit, serta mendukung berbagai fungsi biologis tertentu(Grenvilco DO, Kumontoy, Djefry D, 2023). Pemanfaatan tanaman herbal dalam pengobatan tradisional telah menjadi bagian dari budaya masyarakat Indonesia selama bertahun-tahun. Menurut (Santoso & Akrom, 2024), penggunaan obat tradisional berbasis tanaman herbal terus berkembang dari metode turun-temurun  hingga ke bentuk olahan modern. Berbagai tanaman herbal memiliki manfaat yang signifikan bagi kesehatan. 
Misalnya jahe dan temulawak berperan dalam meningkatkan daya tahan tubuh, daun pepaya dan kunyit membantu menjaga kesehatan pencernaan, serta daun insulin dan pare yang bermanfaat dalam menurunkan kadar gula.(Grenvilco DO, Kumontoy, Djefry D, 2023) Indonesia memiliki sekitar 25% dari keseluruhan jenis tumbuhan di dunia, dengan 40% diantaranya merupakan tanaman endemik. Tanaman herbal menjadi salah satu kekayaan alam yang berharga, meskipun pemahaman masyarakat tentangnya masih terbatas(Sains dkk., 2024). 
Google Colab
Google colab merupakan sebuah lingkungan pengembangan (IDE) untuk pemrograman Python, di mana proses komputasi dijalankan di server milik Google yang dilengkapi dengan perangkat keras berperforma tinggi (Gelar Guntara, 2023). Dalam penelitian ini, Google Colab digunakan sebagai platform utama untuk membangun dan melatih model Vision Transformer (ViT) berbasis arsitektur ViT-B/16 menggunakan framework PyTorch dan pustaka torchvision. 
Model dilatih dengan memanfaatkan bobot pralatih dari ImageNet dan disesuaikan untuk mengklasifikasikan gambar tanaman herbal ke dalam 40 kelas. Selain itu, pustaka tambahan seperti Matplotlib digunakan untuk visualisasi hasil, dan google.colab digunakan untuk mengakses dataset yang tersimpan di Google Drive. Transformasi gambar dilakukan menggunakan torchvision.transforms, dan modul bantu helper_functions digunakan untuk memastikan reproducibility melalui pengaturan seed. Google Colab menawarkan layanan penyimpanan yang terhubung langsung dengan Google Drive, serta menyediakan pilihan prosesor seperti CPU, GPU, dan TPU, lengkap dengan kapasitas RAM yang memadai. Berkat kestabilan performa server yang disediakan, hampir seluruh proses komputasi dapat berjalan tanpa hambatan, asalkan koneksi internet tetap stabil(Gelar Guntara, 2023).
Python
Python dikembangkan oleh Guido Van Rossum di Belanda pada tahun 1990. Nama Python diambil dari acara televisi favoritnya, yaitu Monty Python’s Flying Circus. Van Rossum mencipatakan Python sebagai sebuah hobi, dan kemudian bahasa ini menjadi salah satu bahasa pemrograman yang banyak digunakan di sektor industri maupun pendidikan. Karena bahasanya yang sederhana, ringkas, sintak yang intuitif, serta dukungan pustaka yang sangat luas(Nazar, 2024). Selain itu Python menawarkan berbagai pustaka yang komprehensif dan bervariasi, sesuai dengan kebutuhan yang diinginkan(Adawiyah Ritonga & Yahfizham Yahfizham, 2023). 
Termasuk data science, kecerdasan buatan, pengolahan citra digital, iamge procesesing, dan implementasi model deep learning(Suharto, 2023). Bahasa ini juga mendukung paradigma pemrograman berorientasi objek, yang memungkinkan pengembangan kode yang lebih modular, terstuktur, dan mudah dipahami(Suharto, 2023).  Dengan sintaks yang sederhana dan dukungan pustaka yang luas. Python menjadi pilihan yang tepat dalam penelitian ini untuk membangun sistem identifikasi tanaman herbal Indonesia berbasis citra visual menggunakan model Vision Transformer.
Flask
Flask adalah framework web yang ditulis menggunakan bahasa Python dan termasuk dalam kategori microframework. Flask berfungsi sebagai kerangka kerja untu membangun struktur dan tampilan sebuah aplikasi web. Dengan memanfaatkan Flask dan Python, pengembang dapat membuat web yang terstruktur serta lebih mudah dalam mengatur perilaku atau fungsionalitas web(Azhari, 2022).
METODE PENELITIAN
Metode Penelitian 
Penelitian ini menggunakan pendekatan kuantitatif dengan metode eksperimen. Pendekatan ini dipilih karena memungkinkan pengujian performa model secara sistematis, objektif, dan terukur. Model yang digunakan adalah Vision Transformer (ViT), yang diuji dalam mengklasifikasikan berbagai jenis tanaman herbal Indonesia berdasarkan citra digital. Proses penelitian berfokus pada pengolahan data citra tanaman untuk membangun model klasifikasi yang akurat dan efisien. Meskipun keluaran dari model berupa label jenis tanaman herbal, kinerjanya dapat dievaluasi secara numerik menggunakan metrik akurasi, presisi, recall, dan f1-score, sehingga hasil yang diperoleh dapat dianalisis secara kuantitatif.
Tahapan Penelitian 
Tahapan penelitian adalah langkah-langkah sistematis yang dilakukan dalam sebuah penelitian untuk mencapai tujuan yang telah ditetapkan. Dalam penelitian ini, tahapan penelitian dapat dilihat pada gambar sebagai berikut : 
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Gambar 1.  Tahapan Penelitian
Perumusan Masalah

Penelitian ini dimulai dengan mengidentifikasi permasalahan utama, yaitu bagaimana mengembangkan sistem untuk mengidentifikasi tanaman herbal Indonesia berdasarkan citra visual menggunakan model vision transformer.
Pengumpulan Data
Studi Literatur
Studi literatur adalah proses mempelajari penelitian-penelitian sebelumnya untuk memahami metode, teknik, dan temuan yang relevan dengan topik penelitian. Tujuannya adalah untuk mengidentifikasi pendekatan yang sudah digunakan, mencari metode yang efektif, serta menemukan teknik terbaik yang dapat digunakan. Pada tahap ini dilakukan kajian terhadap berbagai penelitian sebelumnya yang berkaitan dengan klasifikasi citra tanaman herbal, dan optimasi model Vision Transformer (ViT).  Studi literatur dilakukan dengan tujuan untuk memahami pendekatan yang telah digunakan dalam penelitian sebelumnya, sehingga dapat membantu dalam menentukan metode yang paling efektif untuk penelitian ini. Selain itu, studi literatur juga dilakukan untuk mengidentifikasi teknik terbaik dalam meningkatkan akurasi klasifikasi tanaman herbal berdasarkan citra visual.
Data Visual
Pada tahap pengumpulan data, data yang digunakan berasal dari berbagai sumber, yaitu dataset publik dari platform Kaggle dan Roboflow, serta foto yang diambil langsung menggunakan kamera ponsel. Data dari Kaggle dan Roboflow termasuk dalam kategori data sekunder, karena telah dikumpulkan dan diproses sebelumnya oleh pihak lain. Sedangkan foto yang diambil sendiri termasuk dalam data primer, karena diperoleh langsung oleh peneliti(Inadjo dkk., 2023).
Pada tahap pengumpulan data, penelitian ini memanfaatkan citra visual berbagai jenis tanaman herbal, seperti adas, kayu manis (Dataset Adas dan Kayu Manis, t.t.), antanan, asam jawa(Dataset Asam Jawa, t.t.), bandotan, bawang putih, belimbing wuluh(Dataset Belimbing Wuluh, t.t.), bunga kitolod, bunga melati(Dataset Bunga Melati, t.t.), bunga telang, buntiris, cengkeh(Dataset Cengkeh, t.t.), daun pandan, hanjuang merah, jeruk nipis(Dataset Jeruk Nipis, t.t.), kapulaga(Dataset Kapulaga, t.t.), kencur, kumis kucing, mangkokan, pecut kuda, rosella, rosemary(Dataset Rosemary, t.t.), seledri(Dataset Seledri, t.t.), serai, sintrong, sirih cina, temulawak daun jambu biji, daun kari, daun kemangi, daun kunyit, daun mint, daun pepaya, daun sirih, daun sirsak, lidah buaya, teh hijau (Anefia Mutiara Atha, 2022), jahe, lengkuas, dan kunyit (Marquis03, 2024). 
Dataset tersebut telah dilabeli sesuai dengan jenis tanaman herbal indonesia, sehingga dapat langsung digunakan dalam proses pelatihan model Vision Transformer. Penggunaan data sekunder ini memberikan keuntungan dalam hal efisiensi waktu dan kualitas data, karena dataset yang digunakan sudah terstruktur dan memiliki tingkat kredibilitas yang baik. Sementara itu, penambahan data primer dari foto yang diambil sendiri bertujuan untuk melengkapi variasi citra dan meningkatkan performa model.
Preprocessing Data
Setelah data citra tanaman herbal dikumpulkan, dilakukan tahapan preprocessing untuk menyesuaikan format, ukuran,  dan distribusi nilai piksel agar sesuai dengan kebutuhan input dari model Vision Transformer (ViT). 
Pembagian Data
Dataset yang digunakan dalam penelitian ini sebanyak 5600 data, kemudian data tersebut akan dibagi menjadi data training digunakan untuk melatih model agar mengenali pola dalam data, data validation digunakan untuk menguji model selama pelatihan, dan data training digunakan untuk mengevaluasi performa model setelah proses pelatihan selesai, memberikan gambaran tentang seberapa baik model dapat diterapkan pada data baru(Area, 2024). Untuk menentukan konfigurasi yang paling efektif dalam menghasilkan model klasifikasi tanaman herbal penulis mencoba beberapa komposisi pembagian data yaitu 70% data untuk training , 15% untuk testing, dan 15% untuk validation, serta komposisi kedua dengan 80% data untuk training, 15% untuk testing, dan 5% untuk validation.
Penerapan Model Vision Transformer
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Gambar 2. Penerapan Model Vision Transformer
Penerapan model dimulai dengan pemilihan arsitektur ViT yang telah terbukti efektif dalam pengolahan citra. Selanjutnya ke pelatihan model yang dilatih menggunakan data training. Kemudian model akan disesuaikan lebih lanjut dengan transfer learning menggunakan model ViT yang telah dilatih sebelumnya. Yang selanjutnya akan diatur parameter model seperti learning rate , batch size , dan jumlah epoch  untuk memastikan model bekerja dengan akurasi tinggi dalam mengklasifikasikan tanaman herbal berdasarkan citra visual. 
Evaluasi 
Evaluasi dilakukan untuk mengukur seberapa baik model dalam mengidentifikasi tanaman herbal. Metrik evaluasi yang digunakan mencakup akurasi, yang mengatur seberapa banyak prediksi yang benar dibandingkan total data uji, precision dan recall yang menentukan ketepatan model dalam mengklasifikasikan tanaman herbal, serta F1-score yang menggabungkan precision dan recall untuk memberikan gambaran keseimbangan performa model. Selain itu, confusion matrix digunakan untuk menganalisis kesalahan klasifikasi yang terjadi dalam prediksi model.
Implementasi
Hasil dari penelitian ini diimplementasikan dalam bentuk sebuah website. Pengembangan website dilakukan menggunakan Flask, yaitu sebuah framework yang berbasis pada bahasa pemrograman Python. Model klasifikasi yang diperoleh melalui pelatihan dimuat ke dalam fungsi-fungsi pada framework Flask untuk mendukung proses identifikasi tanaman herbal. Proses identifikasi dilakukan dengan cara mengunggah satu atau lebih citra tanaman herbal melalui antarmuka web, kemudian sistem akan melakukan klasifikasi secara otomatis dan menampilkan hasil identifikasi serta manfaat tanaman herbal kepada pengguna.
HASIL DAN PEMBAHASAN 
Pembuatan Model 
Setelah tahap preprocessing selesai dilakukan, langkah selanjutnya adalah membangun model klasifikasi citra menggunakan arsitektur Vision Transformer(ViT) melalui pendekatan transfer learning. Transfer learning dipilih untuk memanfaatkan pengetahuan yang telah dipelajari oleh model dari dataset berskala besar, seperti ImageNet, sehingga dapat meningkatkan performa klasifikasi pada dataset berukuran relatif kecil. Model yang digunakan adalah vit_b_16 dari pustaka torchvision_models, yang telah dilatih sebelumnya menggunakan dataset ImageNet yang terdiri atas lebih dari satu juta citra dari 1.000 kelas.
Dalam implementasi ini, seluruh parameter pada bagian backbone atau encoder dari model dibekukan (frozen) untuk mempertahankan fitur visual umum yang telah dipelajari sebelumnya. Hanya bagian classifier head yang dilatih ulang agar dapat disesuaikan dengan jumlah kelas pada dataset tanaman herbal, yaitu sebanyak 40 kelas. Input citra yang digunakan berupa gambar RGB berukuran 224 x 224 piksel, yang kemudian dipecah menjadi patch berukuran 16x16 piksel dan diubah menjadi vektor embedding berdimensi 768 melalui layer conv2D. Patch embedding tersebut selanjutnya dikombinasikan dengan token klasifikasi ([CLS] token) dan positional embedding, lalu diproses oleh 12 blok Transformer encoder untuk menangkap hubungan spasial secara global antar patch.
Token klasifikasi yang telah melewati proses encoding akan diteruskan ke layer Linear yang telah dimodifikasi untuk menghasilkan output sebanyak 40 neuron, sesuai dengan jumlah kelas pada dataset. Fungsi aktivasi Softmax digunakan secara implisit melalui fungsi loss CrossEntropyLoss untuk menentukan kelas hasil klasifikasi. Arsitektur ini memadukan kekuatan representasi spasial dari Transformer dengan efisiensi fine-tuning melalui transfer learning, sehingga mampu memberikan performa yang baik meskipun pada dataset yang terbatas jumlahnya. Untuk memperjelas struktur model Vision Transformer yang digunakan, disajikan pada Gambar 4.1 visualisasi arsitektur beserta informasi jumlah parameter dari masing-masing komponen utama model:

[image: image3]
Gambar 3. Ringkasan Arsitektur Model Vision Transformer (ViT)
Penjelasan Arsitektur:
1. Layer Conv2d (conv_proj)
Layer ini bertanggung jawab dalam membagi citra input menjadi patch berukuran 16x16 piksel dan mengubahnya menjadi representasi vektor embedding berdimensi 768. Layer ini tidak dilatih ulang karena merupakan bagian dari pre-trained backbone.
2. Enconder 
Enconder terdiri dari: Layer Dropout dan Positional Embedding yang bertujuan untuk menambahkan informasi posisi patch dan mencegah overfitting. 12 block EnconderBlock, masing0masing mengandung mekanisme attention dan feedforward network yang memproses hubungan spasial antar patch. Seluruh blok ini dibekukan selama pelatihan. layerNorm (ln) untuk melakukan normalisasi layer secara menyeluruh terhadap output encoding.
3. Layer Linear (heads)
Layer ini merupakan satu-satunya bagian model yang dilatih ulang. Linear layer ini dimodifikasi untuk menghasilkan output sebanyak 40 neuron sesuai dengan jumlah kelas pada dataset tanaman herbal.
Dengan membekukan sebagian besar parameter dan hanya melatih layer klasifikasi, model dapat beradaptasi dengan data baru secara efisien tanpa kehilangan pengetahuan representasi umum dari pelatihan sebelumnya.
Eksperimen Hyperparameter
Pada tahap eksperimen hyperparameter, langkah awal yang dilakukan adalah menentukan skema pembagian data yang paling optimal untuk pelatihan model identifikasi tanaman herbal. Dua komposisi data diuji untuk mengetahui pengaruh proporsi data terhadap kinerja model. Komposisi pertama membagi dataset menjadi 70% untuk data training, 15% untuk data validation, dan 15% untuk data training. Sedangkan pada komposisi kedua, data training ditingkatkan menjadi 80%, data validation 5%, dan data testing tetap 15%. Kedua skema ini digunakan untuk mengevaluasi sejauh mana variasi proporsi data memengaruhi performa model, khususnya dalam hal akurasi, presisi, recall, dan F1-Score. Berikut adalah hasil eksperimen yang telah dilakukan menggunakan proporsi yang berbeda :
Tabel 1. Penentuan Penggunaan Dua Proporsi

	Split Data
	Optimizer
	Batch Size
	Epoch
	Akurasi
	Presisi
	Recall
	F1-Score

	Train
	Val
	Test
	
	
	
	
	
	
	

	70%
	15%
	15%
	Adam
	16
	30
	90%
	91%
	90%
	90%

	80%
	5%
	15%
	Adam 
	16
	30
	93%
	93%
	93%
	93%


Berdasarkan tabel hasil eksperimen, dapat dilihat bahwa skema pembagian data memberikan pengaruh terhadap performa model klasifikasi. Pada skema pertama, dengan proporsi data 70% untuk training, 15% untuk validation, dan 15% untuk testing, model pelatihan menggunakan optimizer Adam, batch size 16, dan epoch sebanyak 30, menghasilkan akurasi sebesar 90%, presisi 91%, recall 90% dan F1-score 90%. Sedangkan pada skema kedua, proporsi data training ditingkatkan menjadi 80%, validation 5%, dan testing 15%. Dengan konfigurasi hyperparameter yang sama, akurasi model meningkat menjadi 93%, presisi, recall, dan f1-score juga meningkat menjadi 93%.  Hasil ini menunjukkan bahwa peningkatan jumlah data pada tahap pelatihan dapat meningkatkan kemampuan generalisasi model, sehingga menghasilkan akurasi yang lebih tinggi.
Berdasarkan hasil tersebut, dapat disimpulkan bahwa skema kedua dengan proporsi 80% data pelatihan, 5% validasi, dan 15% pengujian memberikan hasil yang lebih optimal dalam meningkatkan performa model. Oleh karena itu, pada eksperimen selanjutnya, penulis memutuskan untuk menggunakan skema ini sebagai konfigurasi dasar dalam pengujian hyperparameter lebih lanjut. Fokus eksperimen akan diarahkan pada penyesuaian nilai batch size, nilai batch size yang akan diuji adalah 16 dan 32 dan learning rate yang akan diuji 1e-3 dan 1e-4, tujuannya adalah untuk menemukan kombinasi hyperparameter yang efektif dalam meningkatkan akurasi dan stabilitas model identifikasi citra tanaman herbal. Pengujian ini diharapkan dapat memberikan pemahaman lebih dalam mengenai pengaruh masing-masing parameter terhadap proses pelatihan dan kinerja akhir model. Berikut merupakan hasil dari pengujian nilai batch size 16 dan 32 :
Tabel 2. Penentuan Berdasarkan Batch Size

	Split Data
	Optimizer
	Batch Size
	Epoch
	Akurasi
	Presisi
	Recall
	F1-Score

	Train
	Val
	Test
	
	
	
	
	
	
	

	80%
	5%
	15%
	Adam
	16
	30
	93%
	93%
	93%
	93%

	80%
	5%
	15%
	Adam 
	32
	30
	93%
	93%
	93%
	92%


Berdasarkan eksperimen yang dilakukan pada dua konfigurasi batch size berbeda, yaitu 16 dan 32, dengan skema pembagian data sebesar 80% untuk training, 5% untuk validation, dan 15% untuk testing, model Vision Transformer menunjukkan performa yang konsisten dan cukup tinggi. Seluruh konfigurasi menggunakan optimizer Adam dan dilatih sebanyak 30 epoch, menghasilkan akurasi, presisi, recall yang sama yaitu sebesar 93%, serta f1-score sebesar 93% untuk batch size 16 dan sedikit menurun menjadi 92% pada batch size 32. Hal ini menunjukkan bahwa perubahan batch size tidak memberikan pengaruh signifikan terhadap performa model. Berdasarkan hasil tersebut penulis memilih batch size 16 untuk digunakan pada eksperimen lanjutan karena memberikan hasil f1-score yang sedikit lebih baik dibandingkan batch size 32.

Untuk eksperimen selanjutnya, penulis akan menguji pengaruh nilai learning rate terhadap performa model dengan menggunakan dua konfigurasi, yaitu 1e-3 dan 1e-4. Pemilihan kedua nilai ini bertujuan untuk mengetahui sejauh mana sensitivitas model terhadap kecepatan pembelajaran dalam proses training, serta untuk menentukan nilai learning rate yang paling optimal dalam meningkatkan akurasi dan stabilitas model Vision Transformer dala identifikasi tanaman herbal.
Tabel 3. Penentuan Berdasarkan Learning Rate

	Split Data
	Optimizer
	Batch Size
	Ln-rate
	Epoch
	Akurasi
	Presisi
	Recall
	F1-Score

	Train
	Val
	Test
	
	
	
	
	
	
	
	

	80%
	5%
	15%
	Adam
	16
	1e-3
	30
	93%
	93%
	93%
	93%

	80%
	5%
	15%
	Adam 
	16
	1e-4
	30
	92%
	92%
	92%
	92%


Berdasarkan eksperimen yang dilakukan untuk menguji pengaruh nilai learning rate terhadap performa model, digunakan dua konfigurasi yaitu 1e-3 dan 1e-4 dengan parameter lainnya tetap konstan, yaitu batch size 16, optimizer Adam, dan pelatihan selama 30 epoch. Hasil menunjukkan bahwa learning rate 1e-3 menghasilkan performa yang lebih optimal dengan akurasi, presisi, recall, dan f1-score sebesar 93%, dibandingkan dengan learning rate 1e-4 yang hanya mencapai 92% pada keempat metrik evaluasi tersebut. Perbedaan ini menunjukkan bahwa learning rate 1e-3 lebih efektif dalam mempercepat konvergensi model dan menghasilkan generalisasi yang lebih baik pada data uji. Oleh karena itu, konfigurasi learning rate 1e-3 dipilih sebagai nilai yang lebih sesuai untuk eksperimen selanjutnya.Setelah menentukan nilai learning rate yang optimal, langkah selanjutnya adalah menguji pengaruh jumlah epoch terhadap performa model. Dalam eksperimen ini, digunakan dua konfigurasi epoch, yaitu 15 dan 30, dengan parameter lainnya tetap sama seperti sebelumnya. Tujuan dari pengujian ini adalah untuk mengetahui apakah peningkatan jumlah epoch dapat memberikan dampak signifikan terhadap akurasi dan kemampuan generalisasi model. Hasil dari eksperimen ini akan menjadi dasar dalam memilih jumlah epoch yang paling efektif untuk pelatihan model.
Tabel 4. Penentuan Berdasarkan Jumlah Epoch
	Split Data
	Optimizer
	Batch Size
	Ln-rate
	Epoch
	Akurasi
	Presisi
	Recall
	F1-Score

	Train
	Val
	Test
	
	
	
	
	
	
	
	

	80%
	5%
	15%
	Adam
	16
	1e-3
	30
	93%
	93%
	93%
	93%

	80%
	5%
	15%
	Adam 
	16
	1e-3
	15
	92%
	93%
	92%
	92%


Berdasarkan hasil evaluasi performa model pada dua konfigurasi jumlah epoch, yaitu 15 dan 30, diperoleh bahwa perbedaan performa antara keduanya tidak signifikan. Meskipun pelatihan selama 30 epoch memberikan sedikit peningkan pada metrik evaluasi, yaitu akurasi, presisi, recall, dan f1-score sebesar 93%, nilai tersebut hanya terpaut 1% dibandingkan dengan konfigurasi 15 epoch yang mencapai 92-93% pada metrik yanng sama. Selain itu, tren peningkatan akurasi model cenderung stagnan setelah epoch ke-15, dan nilai val_loss tidak menunjukkan perbaikan yang berarti. Oleh karena itu, untuk menghindari pelatihan yang berlebihan (overfitting) serta menghemat waktu komputasi, jumlah epoch sebanyak 15 dipilih sebagai konfigurasi yang lebih efisien dan cukup optimal.
Hasil Eksperimen
Eksperimen dilakukan menggunakan skema pembagian data sebesar 80% untuk pelatihan, 5% untuk validasi, dan 15% untuk pengujian. Pengujian dilakukan terhadap beberapa hyperparameter penting, yaitu batch size sebesar 16, nilai learning rate sebesar 1e-3, dan jumlah epoch sebanyak 15. Kinerja model dinilai menggunakan empat metrik evaluasi utama, yaitu akurasi, presisi, recall, dan f1-score, guna memperoleh gambaran yang menyeluruh terhadap kemampuan generalisasi model. Untuk memperjelas hasil yang diperoleh, eksperimen ini disertai dengan visualisasi grafik loss dan akurasi, serta confusion matrix sebagai alat bantu dalam menganalisis tingkat keberhasilan prediksi model terhadap masing-masing kelas.  Visualisasi grafik loss dan akurasi pada proses pelatihan dan validasi disajikan pada gambar berikut:
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Gambar 4. Grafik Loss Training vs Validation
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Gambar 5. Grafik Akurasi Training vs Validation
Gambar 4 dan Gambar 5 menunjukkan grafik perkembangan nilai loss dan akurasi selama proses pelatihan model selama 15 epoch. Pada gambar grafik 4.2 terlihat bahwa nilai train loss mengalami penurunan yang signifikan dan konsisten dari awal hingga kahir pelatihan, yang menandakan bahwa model mampu mempelajari pola dari data pelatihan dengan baik. Sementara itu, validation loss juga menurun pada awal pelatihan, namun cenderung stabil mulai dari epoch ke-7 hingga akhir, yang mengindikasikan bahwa performa model terhadap data validasi tidak mengalami peningkatan signifikan setelah titik tersebut.
Pada gambar grafik 4 terlihat bahwa train accuracy terus meningkat dan mencapai hampir 100%, sedangkan validation accuracy juga mengalami peningkatan pada awal pelatihan dan cenderung stabil pada kisaran 89% hingga 91% setelah epoch ke-6. Pola ini menunjukkan bahwa model tidak mengalami underfitting, karena mampu belajar dengan baik dari data latih, namun terdapat indikasi awal overfitting ringan, karena selisih antara train accuracy dan val accuracy mulai terlihat setelah beberapa epoch terakhir. Secara keseluruhan, grafik ini menunjukkan bahwa model berada dalam kondisi god fit, dengan kemampuan generalisasi yang cukup baik terhadap data yang belum pernah dilihat sebelumnya.
Evaluasi
Evaluasi model dilakukan untuk mengetahui sejauh mana kemampuan model dalam mengidentifikasi citra tanaman herbal secara akurat pada data uji. Proses evaluasi ini menggunakan Confusion Matrix dan Classification Report. Confusion Matrix digunakan untuk melihat jumlah prediksi yang benar dan salah berdasarkan empat kategori utama, yaitu True Positive (TP), True Negative (TN), False Positive (FP), dan False Negative (FN), yang mencerminkan kondisi aktual dan hasil prediksi model. Sementara itu, Classificatio Report  menyajikan ringkasan metrik evaluasi seperti akurasi, precision, recall, dan f1-score, yang memberikan informasi lebih rinci mengenai kinerja model terhadap masing-masing kelas. Melalui evaluasi ini, diperoleh gambaran yang lebih menyeluruh mengenai efektivitas dan keandalam model dalam melakukan klasifikasi secara menyeluruh. Visualisasi hasil prediksi model terhadap data uji ditampilkan dalam bentuk confussion matrix pada gambar berikut:

[image: image6]
Gambar 6. Hasil Evaluasi Menggunakan Confussion Matrix
Berdasarkan Gambar 6 yang menampilkan confussion matrix, model menunjukkan performa identifikasi yang baik terhadap 840 citra uji dari 40 kelas tanaman herbal. Secara umum, hasil evaluasi melalui Confussion Matrix memperlihatkan bahwa mayoritas kelas tanaman herbal berhasil diidentifikasikan dengan tingkat akurasi yang baik, meskipun masih terdapat sedikit kesalahan pada beberapa kelas seperti Kunyit, Daun Kemangi, Seledri, dan Temulawak. Berikut Gambar 4.5 menampilkan classification report yang memuat hasil evaluasi berupa nilai akurasi, precision, dan recall untuk masing-masing kelas tanaman herbal. Laporan ini memberikan gambaran performa model dalam mengidentifikasi setiap kelas secara lebih detail.

[image: image7]
Gambar 7. Hasil Evaluasi Berdasarkan Classification Report
Gambar 7 menampilkan classification report dari hasil identifikasi 40 kelas tanaman herbal berdasarkan data uji sebanyak 840 citra. Hasil evaluasi menunjukkan bahwa model mampu mencapai akurasi sebesar 92%, dengan nilai precision 93%, recall, dan f1-score rata-rata(macro dan weighted average) 92%. Hal ini mengindikasikan bahwa model memiliki performa yang stabil dan konsisten dalam mengklasifikasikan seluruh kelas. Nilai- nilai pada tabel tersebut dapat dihitung berdasarkan rumus evaluasi standar menggunakan True Positive (TP), False Positive (FP), dan False Negative (FN) dari confusion matrix. 
Implementasi Sistem Berbasis Website
Hasil dari sistem identifikasi tanaman herbal menggunakan model Vision Transformer (ViT) diimplementasikan dalam bentuk website. Website ini dirancang untuk memudahkan pengguna dalam mengenali jenis tanaman herbal hanya melalui unggahan citra tanaman. Sistem secara otomatis mengidentifikasi nama tanaman herbal berdasarkan klasifikasi citra menggunakan model ViT, kemudian menampilkan informasi mengenai manfaat tanaman herbal tersebut.  Website ini dikembangkan menggunakan framework Flask yang ringan dan fleksibel, serta didesain dengan antarmuka yang sederhana agar dapat diakses oleh berbagai kalangan pengguna. Dengan pengembangan ini, diharapkan pengguna dapat memperoleh informasi tentang tanaman herbal secara cepat dan akurat. Diagram alir sistem dapat dilihat pada Gambar berikut:
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Gambar 8. Diagram Alur Website
Terdapat beberapa fitur utama dalam perancangan website identifikasi tanaman herbal ini, diantaranya:
1. Halaman Awal
Halaman awal menyajikan penjelasan mengenai apa itu tanaman herbal, bagian-bagian tanaman yang dimanfaatkan (seperti daun, akar, batang, dan kulit kayu). Halaman ini juga dilengkapi dengan tombol “Mulai Identifikasi” yang mengarahkan pengguna ke tahap selanjutnya.
2. Upload 
Pada halaman ini, pengguna dapat mengunggah gambar tanaman herbal yang ingin diidentifikasi. Setelah gambar dipilih, pengguna dapat menekan tombol “Prediksi” untuk memulai proses identifikasi.
3. Hasil Identifikasi Tanaman Herbal
Sistem akan memproses gambar menggunakan model klasifikasi Vision Transformer. Setelah itu, hasil identifikasi ditampilkan dalam bentuk nama tanaman herbal yang dikenali, lengkap dengan deskripsi singkat mengenai manfaat dari tanaman tersebut bagi kesehatan.
Alur kerja sistem dimulai dari halaman informasi, dimana pengguna mendapatkan pemahaman dasar mengenai tanaman herbal. Selanjutnya, pengguna dapat mengunggah gambar melalui halaman upload, lalu sistem secara otomatis mengidentifikasi gambar menggunakan model Vision Transformer. Sistem kemudian menampilkan nama tanaman herbal dan manfaatnya secara otomatis sebagai hasil dari proses identifikasi. Untuk memberikan gambaran lebih jelas mengenai implementasi sistem, berikut ditampilkan antarmuka dari website identifikasi tanaman herbal:
1. Halaman awal website yang menampilkan penjelasan mengenai tanaman herbal
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Gambar 9. Halaman Awal Website
2. Pada halaman upload ini, pengguna dapat mengunggah gambar tamanan herbal yang ingin diidentifikasi. Setelah gambar dipilih, pengguna cukup menekan tombol “Prediksi” untuk memulai proses identifikasi tanaman.
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Gambar 10. Halaman Upload
3. Pada halaman hasil menampilkan nama tanaman herbal dan manfaatnya berdasarkan gambar yang telah di upload oleh pengguna. 
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Gambar 11. Halaman Hasil
KESIMPULAN DAN SARAN
Kesimpulan 
Dari hasil penelitian yang telah dilakukan, diperoleh beberapa kesimpulan bahwa telah berhasil diimplementasikan model identifikasi tanaman herbal menggunakan arsitektur Vision Transformer (ViT) melalui pendekatan transfer learning. Model ini dilatih menggunakan dataset berisi 40 kelas tanaman herbal, dengan skema pembagian data sebesar 80% data latih, 5% data validasi, dan 15% data uji. Proses pelatihan menggunakan optimizer Adam, batch size 16, serta pengujian terhadap beberapa nilai hyperparameter seperti learning rate dan epoch. Berdasarkan hasil evaluasi menggunakan metrik akurasi, precision, recall, dan f1-score, diperoleh performa terbaik saat menggunakan learning rate 1e-3 dan sebanyak 15 epoch, dengan rata-rata skor mencapai 92%. Hal ini menunjukkan bahwa model ViT mampu mengidentifikasi tanaman herbal secara cukup akurat dan stabil di seluruh kelas. Sistem identifikasi tanaman herbal yang telah dibangun juga telah diintegrasikan ke dalam bentuk website. Hasil pengujian terhadap citra uji baru menunjukkan bahwa sistem dapat mengidentifikasi tanaman herbal secara tepat serta memberikan informasi manfaatnya kepada pengguna dengan tampilan antarmuka yang sederhana.
Saran 
Meskipun sistem identifikasi tanaman herbal Indonesia berbasis citra visual menggunakan model Vision Transformer telah menunjukkan performa yang baik, terdapat sejumlah masukan konstruktif untuk pengembangan lebih lanjut. Pertama, diperlukan perluasan jumlah data dan kelas tanaman agar model mampu mengenali lebih banyak jenis tanaman herbal yang ada di Indonesia secara lebih komprehensif. Kedua, sistem ini dapat ditingkatkan dengan menambahkan fitur deskripsi manfaat tanaman yang lebih mendetail, mencakup informasi tentang kandungan senyawa aktif, bentuk olahan, serta anjuran pemakaian yang didasarkan pada literatur ilmiah yang terpercaya. Ketiga, eksplorasi kombinasi berbagai hyperparameter seperti jumlah epoch, ukuran batch, jenis optimizer, dan skema learning rate scheduler juga perlu dilakukan untuk mengoptimalkan performa model sekaligus menghindari risiko overfitting maupun underfitting. Keempat, penerapan teknik augmentasi lanjutan seperti random crop, cutout, dan color jitter dapat digunakan untuk meningkatkan kemampuan generalisasi model terhadap variasi citra tanaman herbal yang lebih luas. Kelima, agar sistem ini lebih mudah diakses oleh masyarakat umum, pengembangan platform sebaiknya tidak hanya terbatas pada versi web, melainkan juga diperluas ke aplikasi mobile berbasis Android maupun iOS yang lebih fleksibel digunakan. Terakhir, sistem ini memiliki potensi besar untuk dikembangkan menjadi aplikasi herbal yang lebih komprehensif, tidak hanya berfungsi sebagai alat identifikasi tanaman, tetapi juga sebagai panduan kesehatan yang memberikan informasi resep herbal, dosis penggunaan, hingga pencatatan konsumsi harian secara digital, sehingga dapat memberikan nilai tambah bagi pengguna.
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